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La perspectiva de usuario



Plan para hoy

ÅGeneración de imágenes
ÅGeneración de vídeo
ÅUna visión crítica



Plan para hoy

ÅGeneración de imágenes
ÅGeneración de vídeo
ÅUna visión crítica



Generación de imágenes¡No todas las posibles imágenes nos interesan!
¡De hecho, la inmensa mayoría de posibles 

imágenes no nos interesan !

Espacio de 
posibles imágenes 

(i.e. combinaciones 
de valores de 

píxeles) que nos 
interesan

Imagen: matriz de valores ὼɴ πȟρ
Imagen a color (RGB): tensor de valores ὼɴ πȟρ
¡Vamos a generar imágenesal azar!



Generación de imágenes



Guíandola generación mediante texto
ña dogò



Guíandola generación mediante texto
ña beagleò



Guíandola generación mediante texto
ña cute beagle smiling while jumping ò



Guíandola generación mediante texto
ñit's snowing, everything is covered in snow ò



Guíandola generación mediante texto
ñyou are at the entrance of a building and it's snowing, everything is covered in snow ò



Guíandola generación mediante texto e imágenes
ñit's snowing, everything is covered in snow. Keep the 
building in the original image ò



Guíandola generación mediante texto e imágenes
ñit's snowing, everything is covered in snow and there is a 
cute beagle smiling while jumping . Keep the 
building in the original image ò



p(x)

15

Datos de entrenamiento Muestreo

Learning

Diferentes  métodos
-  Estimación  de densidad
-  Variational autoencoders (VAEs)
-  Modelos  autorregresivos
-  Normalizing flows

-  Generative adversarial networks (GANs)
-  Modelos  de difusión

p(x)Ĕ

όŜΦƎΦ рмнȄрмнȄоҒтупY ŘƛƳǎύ

Modelos generativos de imágenes:
modelado y muestreo de distribuciones



p(x)Ĕ

Modelado y muestreo indirecto

¿Cómo  aprendemos   
los parámetros  ƹ?

fƹ(z)

Aprender  y muestrear  de una  distribución  tan compleja  directamente  is muy  difícil

z=- 0.5423

Idea: muestrear  de una  distribución  sencilla  (e.g. gausiana ) y aprender  una  
transformación  de esa muestra

z~N (ĸ=0,ǁ=1)

Representación 
latente

(a.k.a. ruido)



Variational autoencoders (VAEs)

Codific .

%
(ĸ, ǁ2 ) ~zN(x|ĸ, ǁ2 )

Decod .

Ὀ

LMSE

LKL

Decod .

Ὀ
z~N (x|0 , 1)

Entrenamiento

Inferencia (tras entrenar el modelo)

(objetivo : reconstruir  la imagen de entrada)

(objetivo : mantener  la gausiana  próxima  a N(x|0 , 1))

(representación 
latente)

Kingma and Welling, "Auto-Encoding Variational Bayes" ICLR 2014 

https://arxiv.org/abs/1312.6114
https://arxiv.org/abs/1312.6114
https://arxiv.org/abs/1312.6114


Generative Adversarial Networks (GANs)

Goodfellow Ŝǘ ŀƭΦΣ άDŜƴŜǊŀǘƛǾŜ !ŘǾŜǊǎŀǊƛŀƭ bŜǘǿƻǊƪǎέΣ bLt{ нлмп 
Figure from https://deeplearning4j.org/generative-adversarial-network

Discriminador : Clasifica  imágenes  
en reales  y falsas

Generador : genera imágenes  falsas lo más  
realistas  possible para engañar  al discriminador

z
(representación 

latente)

Gƹ(z)
Backpropagation

DǄ(x)

https://arxiv.org/abs/1406.2661
https://arxiv.org/abs/1406.2661
https://deeplearning4j.org/generative-adversarial-network
https://deeplearning4j.org/generative-adversarial-network
https://deeplearning4j.org/generative-adversarial-network
https://deeplearning4j.org/generative-adversarial-network
https://deeplearning4j.org/generative-adversarial-network


Arquitecturas basadas en modulación de estilo
(StyleGANs)

La información  se introduce progresivamente  en diferentes  capas 
como  modulaciones  de estilo  (en lugar  de solo al principio)

Karras et al., "A Style-Based Generator Architecture for Generative Adversarial Networks", CVPR 2019 

https://arxiv.org/abs/1812.04948
https://arxiv.org/abs/1812.04948
https://arxiv.org/abs/1812.04948


Evolución: GANsy VAEs

StyleGAN (2018)

BEGAN (2017)DCGAN (2016)GAN (2014)

NVAE (2020)



Aquí  no hay parámetros  a aprender
(añade  ruido  gausiano  siguiendo  un plan predeterminado )

Modelos de difusión (denoisingdiffusionmodels)

Red neuronal  entrenada  xt - 1 =gƹ(xt ,t )
 (UNet  o transformer)

Proceso hacia delante:
añadir ruidoprogresivamente 

hasta destruir toda la estructura 
(i.e. que solo quede ruido)

Proceso hacia atrás:
partiendo de ruido,

quitar ruido (denoising)
progresivamente hasta obtener 

una imagen con estructura
Sohl-Dickstein et al., "Deep Unsupervised Learning using 
Nonequilibrium Thermodynamics", ICML 2015
Song and Ermon, "Generative Modeling by Estimating Gradients of 
the Data Distribution", NeurIPS 2019
Ho et al., "Denoising Diffusion Probabilistic Models", NeurIPS 2020

https://arxiv.org/abs/2006.11239
https://arxiv.org/abs/2006.11239
https://arxiv.org/abs/2006.11239
https://arxiv.org/abs/2006.11239
https://arxiv.org/abs/1907.05600
https://arxiv.org/abs/1907.05600
https://arxiv.org/abs/1907.05600
https://arxiv.org/abs/1907.05600
https://arxiv.org/abs/2006.11239
https://arxiv.org/abs/2006.11239
https://arxiv.org/abs/2006.11239


Modelos de difusión (denoisingdiffusionmodels)

Sohl-Dickstein et al., "Deep Unsupervised Learning using Nonequilibrium Thermodynamics", ICML 2015
Song and Ermon, "Generative Modeling by Estimating Gradients of the Data Distribution", NeurIPS 2019
Ho et al., "Denoising Diffusion Probabilistic Models", NeurIPS 2020

https://arxiv.org/abs/2006.11239
https://arxiv.org/abs/2006.11239
https://arxiv.org/abs/2006.11239
https://arxiv.org/abs/1907.05600
https://arxiv.org/abs/1907.05600
https://arxiv.org/abs/1907.05600
https://arxiv.org/abs/2006.11239
https://arxiv.org/abs/2006.11239
https://arxiv.org/abs/2006.11239


Generación condicional de imágenes
Idea: utilizer una entrada ὧ (condición) para controlar el proceso generativo
ὼḐὴὼȿὧ, i.e., ᾀḐﬞ πȟἓȟὼ Ὃ ᾀȟὧ

Ejemplo: modelo condicionado en clases

Generador
c=dormitorio

c=cocina

c=iglesia

ὴὼ

ὴὼȿὧ ÄÏÒÍÉÔÏÒÉÏὴὼȿὧ ÃÏÃÉÎÁ

ὴὼȿὧ ÉÇÌÅÓÉÁ

z~N (ĸ=0,ǁ=1)Ventajas
Å Proporciona  más control  sobre la generación
Å El entrenamiento  es más  sencillo  y efectivo

(la condición  da información  adicional  para guiar  el aprendizaje )



Conditionalimagegeneration
Idea: use an input condition ώ to control the generative process
ὼḐὴὼȿὧ, i.e., ᾀḐﬞ πȟἓȟὼ Ὃᾀȟὧ

Example: class-conditional GAN

Generator
f( c,z) Latent vector z

Training data
Conditional GAN ( cGAN )

real/ fake ?Discriminator

cat

dog

Condition c

Mirza and Osindero, "Conditional Generative Adversarial Nets", arxiv 2014 

https://arxiv.org/abs/1411.1784
https://arxiv.org/abs/1411.1784
https://arxiv.org/abs/1411.1784
https://arxiv.org/abs/1411.1784
https://arxiv.org/abs/1411.1784


Tipos de condicionamientos
Más allá de etiquetas de clase: texto, otras imágenes, mapas (e.g.segmentación, profundidad, pose)

Codificad .
imagen

Generad .
z

c

Codificad .
texto

Generad .ñA street with cars 
and buildingsò z

c

Codificad .
imagen

Generad .
z

c

Codificad .
imagen

Generad .
z

c


